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Abstract 

Background and Objectives 

Artificial intelligence models as powerful methods in modeling complex nonlinear problems have a 

significant ability, and this has been proven in numerous articles. Artificial intelligence has been 

used in various issues, including engineering, medicine, etc. The success of these methods 

compared to analytical and numerical methods, their easiness, speed, and accuracy. Today, one of 

the challenges of human life is the issues related to water resources management. This study has 

investigated the performance of artificial intelligence and regression models in water resources 

problems. Various researches have been done in the case of modeling and parametric analysis of 

water resources. However, this study used artificial intelligence (Learning Machine) models to 

simulate water's qualitative and quantitative parameters. The models used in this study are Self-

Adapting Extreme Learning Machine (SAELM), Least Square Support Vector Machine (LSSVM), 

Adaptive Neuro-Fuzzy Inference System (ANFIS), and Multiple Linear Regression (MLR). Due to 

the growing global population, one of the most critical challenges is access to safe drinking water. 

Due to its location in the semi-arid region and low rainfall in our country, Iran, this danger is felt 

more than ever. One of the serious issues is the salinity leakage into groundwater resources. In this 

study, an attempt has been made to simulate the leakage of salinity dynamic flow into the 

freshwater resources of the coastal aquifer, using artificial intelligence and statistical models. 

Methodology 

The study area in this work is Mighan Wetland in Markazi province. Annual rainfall occurs in small 

amounts in this area. According to the statistical results, the maximum and minimum rainfall values 

range from 461 mm in the northeast to 208 mm in the center of the Arak plain. In this study, 

qualitative and quantitative parameters: water salinity, total dissolved solids (TDS), chloride ion 

(Cl), sampling time (t), electrical conductivity (EC), salinity, and groundwater level (GWL) were 

simulated. This work used ANFIS, LSSVM, SAELM, and MLR models for simulation. In this 

study, data from 173 months of sampling were used. 80% of the sample size was used for training 

and 20% for testing models. After simulation and obtaining the results, the Wilson Score method 

performed the uncertainty analysis without continuity correction. In this method, the prediction 

error (ei), the mean prediction error (Mean), and the standard deviation of the error are (Se). If the 

mean error value in predicting the target variable is positive, the model's performance is Over 

Estimated (OS). Also, if the average value of the model error is negative, the model's performance 
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is Under Estimated (US). Moreover, the Uncertainty Analysis results with a significance of 5% 

were obtained. Also, five approaches measured the performance of the models. The proposed 

approaches were: 1) Evaluation of prediction by accuracy chart, 2) Performance evaluation by 

mathematical indices, 3) Performance evaluation by Uncertainty Analysis by Wilson Score method 

without continuity correction, 4) Accuracy evaluation by error distribution charts, and 5) 

Performance evaluation by discrepancy rate (DR) charts. Finally, all the results are given at the end 

of each section, respectively. 

Findings 

The simulation was performed using artificial intelligence and regression models. The simulation 

results showed higher accuracy of artificial intelligence models. The results showed that different 

models were successful in predicting water parameters. Approach 1- According to the prediction 

accuracy charts, 16 charts were drawn, and the most accurate models are depicted in Figures 4 to 7. 

After modeling, the results showed that the most accurate models in simulating groundwater 

parameters were the SAELM model in GWL simulation. According to the results, the SAELM 

model in GWL and EC simulation, LSSVM in TDS simulation, and MLR in Salinity simulation 

were superior models.Approach 2- According to the performance measurement indices, the results 

showed that the SAELM model was the best in simulating parameters (EC) and (GWL). Then the 

LSSVM model was also the most accurate in modeling the (TDS) parameter. MLR was the best 

model in (Salinity) parameter simulation. Approach 3- Uncertainty analysis was performed based 

on the Wilson score method. The performance of the models in the simulation showed that the 

SAELM model's performance was underestimated, and other superior models in the simulation had 

overestimated performance. Approach 4- The best accuracy was assigned to SAELM and MLR 

models based on the error distribution diagrams. Approach 5- Based on the DR diagrams, SAELM 

and MLR models were the most accurate models in the simulation. 

Conclusion 

In all five performance approaches, the top models were introduced as follows:According to the 

performance measurement indices, each model successfully estimated one of the quantitative and 

qualitative parameters. Finally, study results showed that the SAELM was the best model for 

simulating EC and GWL parameters. It had the least computational error. Then LSSVM was also 

the most accurate model in estimating and modeling the TDS parameter. Also, MLR was the best 

model in Salinity parameter simulation. The uncertainty analysis results showed that the 

performance of the SAELM was underestimated, and other superior models were overestimated. 

The best accuracy was assigned to SAELM and MLR models based on the DR diagrams. SAELM 

and MLR models were the most accurate models based on the error distribution charts.Finally, it 

should be noted that based on the simulation results, the following predictions are possible: 

- The graphs gradually showed more insignificant changes in estimating GWL changes by the 

SAELM model. However, these changes will continue their downward procedure. 

- Based on the prediction diagrams, EC changes are almost like a time series and will continue 

similar to past behavior in the future changes. These changes will also occur in less time. 

- Based on the estimation of the TDS changes, the LSSVM charts behave like time series and seem 

the future behavior is similar to past time series. The changes occur in the same range. 

- Based on the estimation of Salinity changes, the MLR showed the changes of this parameter 

within a higher range. This tolerance occurred with higher values than before.    

Keywords: ANFIS, Artificial intelligence, LSSVM, MLR, SAELM, Uncertainty analysis. 
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 چکیده

های هوش های طبیعی است. مدلسازی پدیدههوش مصنوعی یکی از روشهای ابداعی نسبتاً جدید در تحلیل و شبیه        

سازی مسائل غیرخطی و پیچیده توانایی قابل توجهی داشته است. تحقیقات های قدرتمند در مدلمصنوعی به عنوان روش

مدل هوش مصنوعی   4پارامتریک منابع آب انجام گرفته است. ولی در این مطالعه از سازی و تحلیل مختلفی در شاخه مدل

های بکار گرفته  سازی کیفی و کمی آب دریاچه میقان واقع در شهرستان اراک استان مرکزی استفاده شد. مدلبرای شبیه

، مدل حداقل مربعات رگرسیون بردار  (SAELM)  1یادگیری نیرومند خودتطبیق  شده در این مطالعه عبارتند از: مدل ماشین

آماری رگرسیون خطی چندگانه (  ANFIS)  3فازی -، مدل شبکه های عصبی(LSSVM)  2پشتیبان که برای    ( MLR)  4و مدل 

(، هدایت  TDS)  5بینی تغییرات پارامترهای هیدروژئولوژیکی استفاده شد. در این مطالعه پارامترهای کل جامدات محلولپیش

های مختلف در زمینه  که مدلسازی شدند. نتایج نشان داد  ( شبیه GWL)  8و سطح آب زیرزمینی   7(، شوری EC)  6الکتریکی 

دارای    SAELMهای سنجش عملکرد، مدل  بینی منابع آب به نوبه خود موفق بودند. همچنین با توجه به آمار شاخصپیش

نیز   MLRو مدل    TDSسازی  بالاترین دقت را در شبیه  LSSVM، مدل  ECو    GWLسازی دو پارامتر  بالاترین دقت در شبیه

های برتر  ها برای مدلجامع دقت مدل  به عنوان بهترین مدل انتخاب گردید. جهت بررسی  Salinityدر تخمین تغییرات پارامتر  

( سنجش 1ها مورد سنجش قرار گرفت. رویکردهای مورد نظر عبارت بودند از:  سازی، با پنج رویکرد عملکرد مدلدر شبیه

( سنجش 4( سنجش عملکرد به روش عدم قطعیت ویلسون  3های ریاضی  ( سنجش عملکرد با شاخص2بینی  با نمودار پیش

( سنجش عملکرد با نمودارهای نرخ اختلاف خطا. در پایان کلیه نتایج به ترتیب در پایان 5دقت با نمودارهای توزیع خطا و 

 هر قسمت آورده شده است.

  

 ی مصنوع   هوش  آب،  تیفیک   محلول،  جامدات  کل  ،یکی الکتر  تیهدا  آب،  منابع  ت،یقطع  عدم   ،یری ادگی  نیماش  :یدیکل  یهاواژه

 
1 Self-Adaptive Extreme Learning Machine 
2 Least Square Support Vector Machine 
3 Adaptive Neuro-Fuzzy Inference System 
4 Muliple Linear Regression 
5 Total Dissolved Solids 
6 Electrical Conductivity 
7 Salinity 
8 Groundwater Level 
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 مقدمه 
مهندسی                        علوم  از  پیشرفت  بسیاری  عامل 

ها را بیش از  های امروزی است که رفاه انسانتکنولوژی

است. گردانیده  هوش  الگوریتم  پیش  فراابتکاری،  های 

  غیره های عصبی و  مصنوعی، یادگیری ماشین و شبکه

پیشرفت جمله  و  از  ریاضی  علوم  عرصه  در  اخیر  های 

های علمی انسان را مهندسی هستند که بسیاری از چالش

در زمینه هوش    اند.رو مرتفع نمودهل پیشئدر حل مسا

نوعی تحقیقات متعددی صورت گرفته است و بعد از  مص

محوریتمختصری   به  روش   با  مصنوعی،  هوش  های 

تعدادی از تحقیقات گذشته که در این زمینه انجام گرفته  

می اشاره  همکاران     .شوداست،  و  در    (2011)بانرجی 

  منابع   ه آب شور بههانتقال جب  سازیبه شبیهمطالعه خود  

از شبکه عصبی    زیرزمینی استفاده  این  .  پرداختندبا  در 

بعد از  و    شدآموزش داده    های دوسالبا دادهمدل  کار،  

پارامترهای کیفی در   به تخمین  بعد پرداخته    5آن  سال 

بینی  جهت پیش  (2014)  کاستا کوردوبا و همکارانشد.  

سازی جبهه شور اقدام  نسبت به شبیه  ،های زمانیسری

برای  کردند. نتایج برتری مدل مبتنی بر سری زمانی را  

پیش و  منابع تخمین  با  تبادل  میزان  و  شوری  بینی 

وانگ و همکاران    تایید نمود.زیرزمینی آبخوان ساحلی،  

مدل    (2019) توانایی  بررسی  عمیق  های  به  یادگیری 

LSTM  ای به  های نقطهبرای تخمین میزان سرایت آلاینده

نتایجرودخانه پرداختند.  تحقیق،   ها  مدل  توانایی    این 

ها  ای آلایندهمنابع نقطه  را در ردیابی دقیقیادگیری عمیق  

عملکرد  روی  بر    (2019الکایرن و همکاران )  یید نمود. تأرا  

آب منابع  کیفی    سازیبرای شبیهعصبی  شبکههای  مدل

سپس روش  پرداختند.  عصبیشبکه  دو  بازگشتی  -های 

BPNN  های زمانی  و سریARIMA  کیفی  سازی  مدلرای  ب

انجام این اساس    ربکیفی منابع آب  سازی  ب و مدلاخانت

همکاران  همچنین    .شد و  بررسی    به   (2020)پورسعید 

مدل عملکرد  و  زمینه  توانایی  در  مصنوعی  هوش  های 

ه آب شور به منابع آب  بینی میزان تبادل شوری جبهپیش

استان   در  اراک  میقان  دریاچه  در  ساحلی  زیرزمینی 

-مدلمقاله با توسعه    رکزی ایران پرداختند. آنها در اینم

  WTموجک  ساز  بهینهو ترکیب با    OSELMو    ELMهای  

مدل یافتند.   WOSELMو    WELMهیبرید    هایبه    دست 

( همکاران  و  مدلشبیه  وی ر    (2020جامعی  و  -سازی 

مدل  استفاده از  کردند. آنها با    کار آب    منابع  کیفی   ازیس

)برنامه ژنتیک  تغییرات  (،  GPریزی  تخمین  به  نسبت 

پرداختند.(  TDS)پارامتر   آب  داد    یجنتا  منابع  که  نشان 

دقت مناسبی در تخمین و    W-GEPو    WMGGPمدلهای  

همکاران  ن  یهمچن  .اندداشته  TDSسازی  مدل و  رجایی 

  مقاله  13  مطالعه  محققان به  در یک مقاله مروری ،  (2020)

بکارگیری  مصنوعی  های هوشانواع مختلف مدلبا  مرتبط  

کدخدازاده و    . پرداختندآب    سازی کیفی شبیه  شده جهت

  سازی کیفی منابع آب پرداخته و مدلبه    (2021همکاران )

بهینه را   سازالگوریتم  ترکیب  ،  LSSVM  مدل  با  ژنتیک 

هیبرید   مدل  در  گردید.    LSSVM-GBOنموده  حاصل 

  .انجام گردیدآب    TDSو    EC  پارامتر سازی  شبیه  سپس

( همکاران  و  بررسی    (2021نوردین  هوش    به  کاربرد 

  پرداختند کیفیت منابع آب  در زمینه  مطالعات    در مصنوعی  

توصیه  و   .ارائه شد سازی  شبیه  هبودب  هایی جهتنهایتاً 

استان   میقان  دریاچه  در  بار  اولین  برای  تحقیق  این  در 

مرکزی، با استفاده از مدلهای معتبر هوش مصنوعی از  

ماشینزیرمجموعه شبکههای  نیز  و  یادگیری  های  های 

با  -عصبی همراه  همزمان  بطور  ریاضیفازی،  -مدل 

مدل جهت  با  آماری،  همچنین  گردید.  استفاده    5سازی 

رویکرد عددی و نموداری، به بررسی عملکرد هر مدل در  

نتیجهشبیه در  است.  شده  پرداخته  کلی،  سازی  گیری 

 عملکرد هر مدل بطور جداگانه تشریح شده است.

 ها مواد و روش

که  م جغرافیایی  آن    تحقیقنطقه  در  انجام   محلحاضر 

است آبریز    ،گرفته  درحوزه  میقان  شهرستان    دریاچه 

در  اراک،   مرکزی واقع  مورد    پارامترهای  است.  استان 

  ،(ECهدایت الکتریکی )،  (TDSکل جامدات محلول )  بررسی 

 بودند که    (GWLستابی آب زیرزمینی )یو سطح ا   شوری
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سازی گردید.  شبیههای هوش مصنوعی و آماری  با مدل

  برداری در منطقه مربوط به نمونهمده  های بدست آداده

مشاهداتی   چاه  17تعداد    از محل  سال  5  در مدت زمانی

ناحیهحفرشده   در مجاورت دریاچه مذکور    ،ویسمه  در 

 . بود

 

 پارامترهای کیفی آب 

استفاده شد.    GWLشوری و    ،TDS  ،ECدر این مطالعه از  

صورتشوری   نمکمیزان    به  حجم   انواع  در  موجود 

به صورت    ECهرچند که    شود.معینی از آب تعریف می

میزان توانایی آب در رسانایی جریان الکتریکی قابل بیان  

به عنوان میزان املاح موجود در  نیز  TDSهمچنین است. 

می تعریف  میآب  املاح  این  که  انواع گردد  از    توانند 

منیز  هایکربنات و  یونیکلسیم  منیزیم    هایم،  و  کلسیم 

 باشد.
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(X1,….,Xn)

    
                  

            
(K-fold Cross 
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 . قیفلوچارت مراحل مختلف تحق -1شکل 

 

 ( SAELMمدل ماشین یادگیری نیرومند خودتطبیق )

مبانی این    2004اولین بار شخصی به نام هوانگ در سال  

(. این مدل یکی  2004هوانگ و همکاران  (مدل را ارائه کرد  

های یادگیری است و باتوجه به تک  از زیرمجموعه ماشین

لایه بودن، قدرت و سرعت و دقت آن نسبت به بسیاری  

شبکه از  اعم  خود  همتای  روشهای  و  از  عصبی  های 

های یادگیری مورد تایید محققین قرار گرفته است ماشین

را    nدر این مدل یادگیری، اگر   (.2012هوانگ و همکاران  (

مخفیتعداد   لایه  کنیم  نرون  تعریف    ،فرض  اساس  بر 

پیشخور  شبکه  ریاضی،   لایه  صورت  تک  قابل  به  زیر 

 : (2022پورسعید و همکاران ) نوشتن است

1

( ) ( ) ( )
m

m i i

i

f x h x H x 
=

= = ]1[ 

در نقش    λها، بردار  در نقش خروجی  H  برداربطوریکه  

باشد. این دو بردار به  ها برای هر ورودی میبردار وزن

دهنده لایه مخفی شبکه و لایه خروجی  عنوان عامل اتصال

کنند آن، مقادیر بایاس را بصورت تصادفی مقداردهی می

. بر همین  نیز نقش بردار خروجی را دارد   f(x)و بردار  

 :قابل استنتاج است 4و   3،  2اساس معادلات شماره 

 

 

1

1

: ,...,

: ( ) ( ),..., ( )

T

m

m

Weight vector

Output vector H x h x h x

  =

=
 ]2[ 

1 1 1 1

1 1

( ; , ) ( ; , )

( ; , ) ( ; , )
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h x c f h x c f

H

h x c f h x c f


 
 

=
 
  

 

]3[ 

†H f =
 

]4[ 

- ماتریس معکوس مور  H†در پایان لازم به تذکر است که 

ماتریس   با    Hپنروز  روش  این  در  حقیقت  در  است. 

استفاده تکنیک حل یک رابطه خطی، از یک عملیات طرفین  
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-گیریم تا بر اساس آن بردار وزنوسطین ساده بهره می

و   fاست را در طرف چپ تساوی، همچنین    λها که همان  
†H  را در طرف مقابل قرار داده تا مجهولات را به دست

 آوریم. 

 

 (LSSVMحداقل مربعات ماشین بردار پشتیبان )مدل 

های ماشین بردار پشتیبان  این مدل، از زیرمجموعه مدل

باعث   تغییرات  این  است.  شده  تغییراتی  دچار  که  است 

تنظیم   توان  تبع  به  که  شده  خودتطبیقی  خاصیت 

ثابت در مدل را دارد   ساپانکویچ و سنکار (پارامترهای 

مدل  2009  .)LSSVM  مینیمم -ریسکسازیبراساس 

، دیباک  2000کریستیانی و تیلور  (کند  اختاری عمل میس

 (. 2001و همکاران  

  2ریزی درجه  در تئوری این مدل، براساس مسئله برنامه

می حاصل  ثابتمعادله  که  تعیین  شود  آن  در  مدل  های 

  GAشده و توسط یک بهینه ساز مانند الگوریتم  ژنتیک  

، اگر  LSSVMبرای بیان ریاضی یک مدل    شوند.می  بهینه

ix    وiy    ها در نظر بگیریم، سپس  ها و خروجیرا ورودی

والیان  (تابع رگرسیونی غیرخطی به شکل زیر خواهد بود  

 (: 2007و هاروات 

]5[ 
1

( ) ( ) . ( )
k

T

i i i

i

f x w x b w x b 
=

= + = + 

اینجا   گرهای  ترسیم  φبایاس و    bبردار وزن،    wکه در 

نمایند هستند و لذا با  غیرخطی که در فضای ویژگی عمل  

) کمینه درجه  سازی  بهینه  مسئله  مسئله  2کردن   ،)

 رگرسیون غیرخطی بصورت زیر قابل حل است:

]6[ 2

, ,

1

1 1
( , )

2 2

n
T

w e b i

i

Min w e w w e
=

 
 = + 
 

 

 
9 Kernel function 

گردد.  بعنوان نویز شبکه تعریف می  iλلازم بذکر است که  

دار  ، خروجی عبارتست از مجموعه وزن  ixسپس برای هر  

که متغیر مرکزی توابع هسته موردنظر    9تابع هسته   nاز  

ها در این   iαگردد.  آموزش مشخص می  ixبا استفاده از  

هستند. حال با ترکیب   10معادلات همان ضرایب لاگرانژی

ها و توابع کرنل، هم چنین با داشتن مقادیر  ماتریس کرنل

بصورت ماتریسی معادله را   Yبردار  و    α، بردار  1بردار  

( خواهیم داشت. توجه  6نتیجه را به شکل رابطه )نوشته و  

داشته باشید رابطه مذکور در حقیقت همان فرم ماتریسی  

است که تغییر شکل به حالت   2مسئله بهینه سازی درجه  

 ماتریسی داده است:

11 1
1 1

1

0 1 1

01
1

1
1

n

n n
n nn

b

Y

Y







 
     
  +     
     =
     
     
       +  

 ]7[ 

فوق   معادله  و  ماتریس هسته  ijΦو در  توابع    j,xix(ω(ها 

 باشند که بصورت زیر نوشته خواهند شد: کرنل می

. ,( , ) , ( ). ( )

, , 1,...,

T

i j i j i j i jx x x x

i j n

   =  =

=
 ]8[ 

 

 ( ANFISشبکه عصبی فازی تطبیقی ) 

نروشبکه مصنوعی  عصبی  اختصار  -های  به  یا  فازی 

ANFISهای عصبی پیشخور هستند که بر  ، نوعی از شبکه

اساس منطق فازی شبیه سازی می کنند. در این نوع از  

 ها از دو نوع سیستم استنباطی مبتنی بر منطق فازی شبکه

 

10 Lagrangian Multipliers 
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 . ( Wikimedia & GoogleMapمحدوده جغرافیایی تالاب میقان )منبع:  -2شکل 

 

FIS   گردد می  همکاران  (  استفاده  و  :  (2006الشفاعی 

-تاکاگی و سیستم استنباطی 11سیستم استنباطی ممدانی

شبکه  .12سوگنو این  ورودی    هادر  دو    2Dو    1Dحداقل 

شب برای  که  دارد  استنباط    کهوجود  سیستم  بر  مبتنی 

اگر  اصلدو    و  FIS-TSفازی   هر    13آنگاه-شرطی  برای 

-شبکه.  (2021آرورا و کشاری  (  خواهد بود  Oخروجی  

لایه دیگر خلاصه    5ای نروفازی در یک لایه ورودی و  ه

بیانگر یک شبکه   تواند به نوعیدد که این شبکه میمی گر

 عصبی چند لایه باشد. 

 . ورودی nلایه ورودی با  لایه صفر:

 
11 Mamdani 

12 Tagaki-Sugeno 

لایه توابع عضویت را با استفاده از قوانین  این  لایه اول:  

نقاط فازی شده  گاوسی برای هر گره از شبک  ه بوسیله 

این لایه کلیه مقادیر فازی    در لایه دوم:   آورد.فراهم می

می اپراتورها رد  از  نقاط شبکه  به    iOو     iDگردد.  شده 

نیز   و  پارامترهای عضویت  )عنوان  )Ii x  و( )ki x  به هم 

 عنوان پارامترهای پیشین لایه اول می باشند. 

  بر اساس فرمول ذیل   در این لایه کلیه مقادیرلایه سوم:  

 نرمالیزه می شوند. 

مقدار تابع خطی هر گره محاسبه در این لایه  یه چهارم:  لا

تفاده از روش محاسبه خطا شده و مقادیر خطا نیز  با اس

 آید. دست می به گرد های عصبی انتشار عقبدر شبکه

13 If-then 
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مجموع مقادیر خروجی هر گره از  در این لایه  لایه پنجم:  

 ارم محاسبه می شود. لایه چه

 

 ( MLRمدل رگرسیونی چندگانه خطی )

هایی مبتنی بر  های رگرسیون خطی چندگانه روشروش

ها جهت بررسی  این روشباشند. در  محاسبات آماری می

استفاده   قابل  هدف  متغیر  چند  و  ورودی  متغیر  روابط 

 باشد: هستند. تعریف ریاضی این مدل بصورت ذیل می

0 1 1 2 2 ....i m m iy a a x a x a x = + + + + + ]9[ 

ها متغیرهای چندگانه    mxمتغیر هدف،    iyکه در این معادله  

مدل،   و  maورودی  رگرسیونی  ضرایب  خطای    ξ ها 

است   رگرسیونی  مدل  در  عبدو  (تصادفی  و  مصطفی 

2012) 

 
 

 نتایج و بحث 
 بینیارزیابی عملکرد با نمودارهای پیش

ترتیب شوری به  آب  کیفی و کمی  پارامترهای  ،   مقادیر 

EC  ،TDS  وGWL  سازی  به عنوان ورودی برای هر مدل

سازی انجام گرفت.  ها وارد و شبیهبطور جداگانه در مدل

سازی شده و محور  مقادیر شبیهدر نمودارها محور قائم  

دهند. در  گیری را نشان میهای نمونهافقی تعداد آزمون

نهایت بر اساس نمودارهای سنجش دقت تخمین، با توجه  

نمودارهای   بین  اختلاف  کمترین  و  تطبیق  بهترین  به 

)نمونه مشاهداتی  مقادیر  به  مقادیر  مربوط  با  برداری( 

بعنوان بهترین و برترین   SAELMسازی شده، مدل شبیه

گردد. تعیین می GWLسازی پارامتر  مدل در شبیه

  

  

 .GWLدر تخمین  هامدلدقت  نمودارهای سنجش -3شکل 
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 .TDSدر تخمین ها نمودارهای سنجش دقت مدل -4شکل 

 

  

  

 .ECدر تخمین ها نمودارهای سنجش دقت مدل -5شکل 
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 . شوریها در تخمین نمودارهای سنجش دقت مدل -6شکل 
 

 .اهعملکرد مدل یابیارز یارهایمع یجنتا -1جدول 

 R MAPE RMSE مدل پارامتر

Salinity 

SAELM 9989/0 37530/0  8919/24 

LSSVM 9999/0 04-E19/1 03358/0 

ANFIS 9988/0 2361/0  84/51 

MLR 8897/0 14-E279/1 12-E28/5 

EC 

SAELM 9998/0 3498/1  895/70 

LSSVM 9945/0 6211/1  1616/96 

ANFIS 9875/0 6906/2  3517/191 

MLR 9829/0 00E79/2 2544/190 

TDS 

SAELM 9579/0 297/12  9849/433 

LSSVM 9949/0 6116/1  556/66 

ANFIS 9869/0 66/2  8305/99 

MLR 9858/0 788/2  263/96 

GWL 

SAELM 9989/0 8800/0  1358/0 

LSSVM 96/0 1490/0  2609/0 

ANFIS 8357/0 79/7  575/14 

MLR 889/0 2791/0  5959/0 
برتر هستند  هایمدل  *اعداد پررنگ نتایج 
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با توجه  ش عملکرد،  ضی سنجاهای ریبه شاخصبا توجه  

جدول،   در  مندرج  پررنگ  در  نتایج  که  گردید  مشخص 

بهترین    SAELM، مدل  GWLو    EC  دو پارامتر  سازیشبیه

است.   بوده  شبیهمدل  در  پارامتر  همچنین     TDSسازی 

مدل    LSSVMمدل   شد.  شناخته  مدل  برترین  عنوان  به 

MLR  شبیه ارائه  دقیق  شوری سازی  در  را  نتایج  ترین 

 دادند. 

 

 1ویلسون  به روش امتیاز تحلیل عدم قطعیت

شبیه از  مدلبعد  و  سازی  مصنوعی  هوش  های 

بینی  رگرسیونی و به منظور بررسی میزان خطا در پیش 

محاسبه بوده  مجهولات، میزان عدم قطعیت هر مدل قابل  

می آن  اساس  بر  تخمین  و  در  را  مدل  هر  عملکرد  توان 

در تحقیق  مقادیر هدف مورد ارزیابی و سنجش قرار داد.  

-مدلحاضر به روش تحلیل عدم قطعیت ویلسون، برای  

از   اسبات انجام گردید. قبل این محموجود  کاربردی های 

باتی تحلیل بصورت زیر  نتایج تحلیل، پارامترهای محاس

تخمینخطای گردد: میزان  معرفی می
i  ،  میانگین خطاi   و  

 نتایجزیر  در جدول  که  ،  iS انحراف استاندارد مقادیر خطا

ویلسونربه   قطعیتعدمتحلیل تصحیح(  وش  با    )بدون 

اطمینان  مقادیر   است.  (  WUB)باند  شده  مقادیر  درج 

محاسبه گردید که    %5معناداری  سطح  مذکور با احتساب

مقدار  به  اطمینان  1.64باند  iS  کرد خواهد  ایجاد    . را 

برای     iS  راف استاندارد خطاحهمچنین بر اساس مقادیر ان

مثبت باشد مدل دارای    مقدار آنهر مدل، درصورتی که  

مدل  و در صورت منفی بودن آن  2برآوردی بیشعملکرد  

عملکرد   و  )  بود خواهد  3برآوردی کمدارای  پورسعید 

 (.2021 همکاران

 

. ویلسون  نتایج تحلیل عدم قطعیت  -2جدول

مدلنام   
باند 

 اطمینان  

میانگین  

 خطای تخمین

انحراف  

 استاندارد 

95%  سطح اطمینان 
 عملکرد مدل 

 حداکثر باند  حداقل باند 

SAELM(GWL) 35320/0  12030/0 -  79861/0  6430/0-  2087/0  کم برآوردی 

SAELM(EC) 1145/9  2715/2293  21/4239  3363/9302  7229/0093  بیش برآوردی 

LSSVM(TDS) 8140/13  2208/2535  883/5269  0092/1405  1615/3715  بیش برآوردی 

MLR(Salinity) 12-E259/1 8717/01538  51/98957  281/53899  891/99953  بیش برآوردی 

 

جدواساس  بر مدل  برآوردی  کم  عملکرد   ،1ل  نتایج 

SAELM    سازی برتر در شبیه  هایمدلسایر  و نیز برای  

اساس همچنین    . گردیدتعیین  برآوردی  بیشعملکرد   بر 

با حداقل مقدار میانگین خطای    SAELMاین تحلیل، مدل  

ترین  بهترین و دقیقبه عنوان    01203/0تخمین برابر با  

 ب شد.امدل انتخ
 

 4نسبت اختلاف خطا نمودار 
 

1 Wilson Score Method Uncertainty Analysis 

2 Overestimated 

اختصار    نسبت به  میزان  ،  DRاختلاف خطا  تعیین  برای 

 دقت 

 رود.  سازی بکار میسازی و مدلدر شبیه ی برترهامدل

تعریف،   مقادیر    نسبتاین  طبق  تقسیم  حاصل  با  برابر 

شدهشبیه مشاهداتی    سازی  مقادیر  از است.  به  بعد 

مدل شبیهشناسایی  در  برتر  به  سازی،  های  توجه  با 

بالا   یاضی ر  یف تعر دقت  اختلاف،  و    SAELM  ی نسبت 

MLR اثبات گردید . 

3 Underestimated 

4 Discrepancy ratio 
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MLR (Salinity) LSSVM (TDS) 

  
SAELM (EC) SAELM (GWL) 

.سازیدر شبیه ی برترهامدلبرای نرخ اختلاف خطا نمودارهای  -8شکل 

  

خط و تعدد هرچه بیشتر نقاط روی نمودار به    زیرا تمرکز 

-یرا نشان مموردنظر    هایمدل  ی ، دقت بالاDR=1ی  افق

 (.2021 پورسعید و همکاران) هدد

 

 نمودار توزیع خطا

یکی دیگر از رویکردهای بررسی    خطا  نمودارهای توزیع

این روش  باشد.  سازی میدقت و توزیع خطای مدل در 

که برابر با حاصل اختلاف مقادیر   سازیخطاهای شبیه

سازی شده هر مدل با مقدار مشاهداتی متناظر با آن  شبیه

بازه  باشد،می خطادر  از  مشخصی  شبیههای    سازی ی 

نمودارهای توزیع خطا    در قالبسپس  و    شودمیتعیین  

 (. 2021 پورسعید و همکاران) شودبه تصویر کشیده می

 

 

    
MLR(Salinity) SAELM(GWL) SAELM(EC) LSSVM(TDS) 

 %5بزرگتر از                   % 5تا    1بین                    %1کمتر از         : درصد خطا

 .سازیهای برتر در شبیهمدل ینمودارهای توزیع خطا -9شکل 
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 گیری کلی نتیجه 

 کمی و کیفی آبها   خصوصیاتدر تحقیق حاضر از 

نمودار ترسیم    16بینی، تعداد  طبق نمودارهای دقت پیش

به تصویر   7تا  4های ترین مدلها در شکلگردید که دقیق

است. شده  عملکرد   کشیده  سنجش  معیارهای  هر    طبق 

مدل در زمینه تخمین یکی از پارامترهای کمی و کیفی آب  

که  های کمی نشان داد  درنهایت نتایج بررسی  موفق بود.

شبیه  SAELMمدل   پارامترهای  در    GWLو  ECسازی 

بود. همچنین   و با کمترین خطای محاسباتی  برترین مدل

-دقیق  TDS  پارامتر سازی  در تخمین و مدل   LSSVMمدل  

بود. در شبیهت پارامتر رین مدل  نیز مدل  شوری    سازی 

MLR  .بود مدل  شبیه  برترین  از  اساس بعد  بر  سازی 

گرفت.   انجام  قطعیت  عدم  تحلیل  ویلسون  امتیاز  روش 

مدل شبیهعملکرد  در  را  تحلیل  ها  این  اساس  بر  سازی 

و    برآوردبصورت کم SAELMنشان داد که عملکرد مدل 

بر اساس   تعیین گردید.  برآوردبیشهای برتر  سایر مدل

  SAELMهای  بهترین دقت به مدلنمودارهای توزیع خطا،  

یافت.  MLRو   اختلاف    -5  اختصاص  نسبت  اساس  بر 

مدل مدلدقیق  MLRو    SAELMهای  خطا،  در  ها  ترین 

 سازی برآورد گردیدند. شبیه

-بر اساس بررسی نتایج شبیهدر نهایت باید ذکر نمود که  

مدلهای منتخب و برتر در تخمین پارامترهای فوق  سازی  

 : های ذیل محتمل استبینیپیش  به ترتیب

به    ،SAELM توسط مدل برتر  GWL  تخمین تغییرات  در  -

دامنه تغییراتی  مرور  و  کوچکتر  تجربه  ای  را  ناچیزتر 

نظر می به  که  را  نمود، هرچند  نزولی  نمودار سیر  رسد 

 ادامه خواهد داد. 

مطابق با    EC  بر اساس نمودار تخمین میزان تغییرات  -

مدلشبیه ماهیت   ،SAELM  برتر  سازی  پارامتر  این 

کرد، هرچند بر  تغییرات سری زمانی خود را تقریباً حفظ 

رسد در آینده به شرط  به نظر میبینی  اساس نمودار پیش 

مش بازه رفتار  در  تغییرات  زمانی،  سری  با  کمتری    ابه 

 .  اتفاق خواهد افتاد

مطابق با    TDS  بر اساس نمودار تخمین میزان تغییرات  -

ر  این پارامت ،LSSVMسازی مدل برتر در این زمینه شبیه

سیر   با  و  تقریباً  را  خود  زمانی  سری  تغییرات  ماهیت 

نظر مینامنظم   به  آینده به شرط  حفظ نمود و  رسد در 

  محدوده رفتار مشابه با سری زمانی، تغییرات در همین  

   . به وقوع بپیوندد

مطابق اساس نمودار تخمین میزان تغییرات شوری  بر    -

-به نظر می ،MLRسازی مدل برتر در این زمینه  با شبیه

و   بدهندسد که تغییرات این پارامتر با دامنه بالاتری رخ  ر

بیش از    این پارامتر با مقادیری مقادیر حداقل و حداکثر  

 . رخ دهندگذشته  
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